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O projekcie kontekstowego rozumienia
jezyka pisanego na potrzeby systemu automatycznej
poprawy bledow dla jezyka polskiego”

The project of contextual understanding of the written language
for the purpose of an error correction system designed
for the Polish language

Abstrakt

Celem niniejszej publikacji jest przedstawienie projektu badawczo-rozwojowego zwiaza-
nego z opracowaniem technologii kontekstowego rozumienia jezyka pisanego na potrzeby
systemu automatycznej poprawy btedow dla jezyka polskiego. Rozwazania te w oczywi-
sty sposéb wpisuja sie w stosunkowo czesto podejmowany w ostatnim czasie (gtéwnie
na gruncie jezykoznawstwa angielskiego) nurt badan dotyczacy wykorzystywania metod
przetwarzania jezyka naturalnego (natural language processing) oraz uczenia maszyno-
wego (machine learning) na potrzeby zaprojektowania systemow GEC (grammatical error
correction). W pierwszym punkcie zaprezentowano (w ujeciu problemowym) stan badan,
tj. najwazniejsze koncepcje z zakresu sposobow tworzenia systeméw GEC. Nastepnie
przedstawiono charakter i cel prowadzonych prac badawczych oraz oméwiono gtéwne
zalozenia metodologiczne. W przedostatnim paragrafie zasygnalizowano najwazniejsze
problemy zwiazane z opracowaniem korpusu badawczego.

Slowa kluczowe: przetwarzanie jezyka naturalnego, uczenie maszynowe, system korekty
bledéw gramatycznych, uczenie glebokie, glebokie sieci neuronowe, ko-
rekta jezyka polskiego

* Projekt ,,Technologia kontekstowego rozumienia jezyka pisanego na potrzeby po-
prawy btedéw oraz automatycznej oceny zrozumiatos$ci tekstu”, prowadzony przez Ermlab
Sp. z 0.0. w latach 2019-2021, jest finansowany ze srodkéw Narodowego Centrum Badan
i Rozwoju, w ramach programu Szybka Sciezka, na podstawie umowy nr POIR.01.01.01-00-
1128/18-00.
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Abstract

The aim of the study is to present a research and development project focused on the
development of contextual understanding of the written language for the purpose of an
automatic error correction system for the Polish language. The presented ideas are clearly
part of the current research (mainly in the field of English linguistics) on the use of natural
language processing and machine learning for the development of GEC (grammatical
error correction) systems. The first section of the article discusses the current state
of research in a problem-oriented manner, i.e. the most important concepts in the field
of creating GEC systems. The next paragraphs present the aim of the research and a brief
methodological introduction. The penultimate paragraph points out the most important
issues related to the development of the research corpus.

Keywords: natural language processing, machine learning, grammatical error correction
system, deep learning, deep neutral networks, proofreading of Polish language

1. Automatyczna poprawa bledow jezykowych jezyka
naturalnego - przeglad metod i dostepnych narzedzi

W ostatnim czasie problem tworzenia systeméw do automatycznej po-
prawy bledoéw jezykowych jezyka naturalnego (tj. systeméw GEC — gram-
matical error correction) jest kwestia czesto podejmowang — zaréwno na
gruncie teoretycznym, jak 1 praktycznym. Warto jednak juz na tym etapie
rozwazan wspomnieé, ze zdecydowana wiekszo$¢ tego rodzaju analiz do-
tyczy angielszczyzny lub to wlaénie na gruncie angielszczyzny wykazuje
najwyzsza, skuteczno$éé (co jest zrozumiate, zwlaszceza jesliby wziaé pod
uwage rozpowszechnienie tego jezyka, a takze jego specyfike, tj. fakt, ze jest
to system pozycyjny/amorficzny, a wiec pozbawiony rozbudowanej fleksji).
Prace dotyczace jezyka polskiego, przede wszystkim te praktyczne, stanowia
natomiast weigz niedopracowany obszar dociekan (o czym ponizej).

U zarania prace nad powstaniem systeméw GEC prowadzono gtéwnie
z wykorzystaniem metod stownikowych lub statystycznych. Budujac narze-
dzia, wykorzystywano zatem np. algorytmy, na podstawie ktérych obliczano
tzw. odlegloéci edycyjne — np. odlegloéé Levenshteinal/Levenshteina—Dame-
rau (zob. Levenshtein 1966; Damerau 1964; Kerninghan 1990) badz odleglosé
Jaro/Jaro—Winklera (zob. Jaro 1989, 1995; Winkler 1990, 2006) — czyli miary
odmienno$ci dwu tekstéw. Z praktycznego punktu widzenia prace te byly
do$¢ proste — sprowadzaly sie do sporzadzenia metryk zdajacych sprawe
z najmniejszych liczb dziatan prostych (takich jak: zamiana, usuniecie lub

1 Uwaza sie, ze metoda ta stanowi uogélnienie tzw. odlegloséci Hamminga (por. Ham-
ming 1950).
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dodanie znakéw lub przestawienie dwu sasiadujacych ze soba znakéw) ko-
niecznych do przeksztatcenia jednego skonczonego ciggu znakéw w drugi.
Cho¢ metody te dobrze sprawdzaja sie np. w systemach antyplagiatowych
1 prostych narzedziach do weryfikacji poprawnoéci zapisu, to zastosowane
w celu zaawansowanej automatycznej korekty bledéw jezyka polskiego,
nie daja satysfakcjonujacych wynikéw (z uwagi chociazby na zaburzone
odleglosci edycyjne w wypadku analizy wyrazéw sktadajacych sie ortogra-
ficznie z dwu- lub tréjznakéw).

Wsrod modeli statystycznych popularnoS$cia, cieszyly sie z kolei np. te
oparte na wykorzystywanej z powodzeniem w procesach rozpoznawania
mowy metodzie n-gramow (najczesciej: bi- lub trigramoéw). Przy pomocy
tego podej$cia mozna wyliczyé podobienstwo miedzy okreslonymi ciggami
znakéw na podstawie liczby wspdélnych podciagéw; kazdorazowo potrzeba
do tego odpowiedniej wielko$ci korpusu, ktérego analiza pozwala na stwo-
rzenie modelu n-gramowego zdajacego sprawe m.in. z liczby wystapien
w datasecie sekwencji o okre§lonej dtugosci (tj. o dlugosci n) (zob. Jurafsky,
Martin 2009; Ziétko, Skurzok 2011). Cho¢ uwaza sie, ze metoda ta jest
do$¢ prosta 1 tatwo skalowalna, to stworzenie przy jej pomocy rozwiazania
o satysfakcjonujacych mozliwosciach predykcyjnych (czyli dajacego dobre
wyniki dla tekstow niewystepujacych w korpusie) jest trudne do osia-
gniecia, poniewaz wymaga dostarczenia 1 przetworzenia ogromnej ilosci
danych jezykowych. Opracowywane na tej podstawie modele sa bowiem
w stanie sprawnie operowaé tylko tymi danymi, ktére wystapity w korpusie
— nie ,,douczaja sie”, tj. jesli dane stowo lub sekwencja nie pojawily sie
w datasecie, model ich nie rozpozna.

Podejmowane w ciggu kilku minionych lat proby opracowania systemow
GEC daza zatem do tego, by zaprojektowac rozwiagzanie o ponadprzecietnych
mozliwoSciach w zakresie rozpoznawania bledéw; idzie tu o odnalezienie
zalezno$ci pomiedzy danymi a ,etykietami” (np. wskazaniami typu bledu,
sposobu jego poprawy lub wersjami po korekcie) po to, by dla mozliwie jak
najbardziej zréznicowanych danych méc przewidzie¢ poprawna etykiete.
W odniesieniu do korekty btedéw sprowadza sie to do tego, by na podstawie
analizy danych korpusowych model potrafit rozpoznaé cechy danego jezyka,
a w konsekwencji mégt wskazywac duzg liczbe zapiséw nieprawidtowych
przy jednoczesnym sugerowaniu trafnych poprawek. Tego typu rozwiaza-
nia tworzy sie obecnie przy wykorzystaniu metod uczenia maszynowego
(machine learning), a konkretnie — uczenia gtebokiego (deep learning) oraz
glebokich sieci neuronowych (deep neutral networks). W zalezno$ci m.in.
od architektury sieci i tego, jak przebiega proces ,uczenia sie”, wyrdznia
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sie kilka podejs¢. W artykule zostanie wskazane najpopularniejsze z nich,
tj. to oparte na sieciach neuronowych typu encoder-decoder.

Wspomniane sieci neuronowe wykorzystuje sie z powodzeniem w tzw.
tlumaczeniu maszynowym (machine translation). Upraszczajac, sposob
ich dziatania sprowadza sie do ,zakodowania” informacji (za to odpowiada
encoder, pobierajac sekwencje wyjSciowe, przetwarzajac je 1 gromadzac infor-
macje dla kazdego z elementéw w postaci wektoréw) oraz odpowiedniego ich
,odkodowania” (do tego stuzy decoder). Tak skonstruowany algorytm uczy
sie na podstawie danych wektorowych wykorzystywanych w fazie genero-
wania odpowiedzi przez decoder; po wlasciwym przetrenowaniu modelu
(tj. wtedy, gdy zakonczy sie faza uczenia i testowania) decoder nie tylko jest
w stanie biegle operowaé¢ danymi pochodzacymi z encodera, lecz takze potrafi
dokonywa¢ trafnych predykcji (zob. np. Junczys-Dowmunt, Grundkiewicz
2016). Tak zaprojektowany model GEC bedzie zatem potrafil wskazywacé
zapisy niepoprawne oraz sugerowac sposob ich korekty, czyli np. rozpozna
blad sktadniowy w zdaniu: *Tomek poszedt do sklep 1 zaproponuje poprawna,
wersje (Tomek poszedt do sklepu).

Efektem praktycznego zainteresowania zagadnieniami GEC sa nato-
miast funkcjonujace na rynku réznego typu aplikacje, ktére wéréd swoich
funkcjonalno$ci wyroézniaja (wytacznie lub miedzy innymi) wskazywanie
zapisOw btednych oraz sugerowanie prawidlowych. Dominuja tu rozwiazania
opracowane z mys$la o jezyku angielskim, takie jak np. Grammarly, Lan-
guageTool, Ginger Software, Hemingway Editor, ProWritingAid, Scribens,
GrammarCheck czy Zoho.

Co ciekawe, pomimo niewielu prac naukowych dotyczacych tworzenia
systeméw GEC dla polszczyzny?, lista narzedzi automatycznej korekty tek-
stow w jezyku polskim jest calkiem obszerna. Wymienié tu bowiem mozna
az trzy aplikacje: LanguageTool, iKorektor oraz KorektorTekstu; modut
do korekty bledow dotaczany jest ponadto do najpopularniejszych programéw
edycyjnych (np. Microsofot Word, OpenOffice 1 Google Docs). Warto przyjrzec
sie blizej temu, jaka skuteczno$é poprawy jezykowych uchybien mozna przy
ich pomocy osiagnag, tj. jakie typy bledéw sa przez te narzedzia rozpozna-
wane. Wykorzystajmy do tego minizbior zdan testowych reprezentujacych
kazdy z rodzajow btedéw jezykowych (Markowski 2005):

1) *Jan czytat ksiqrzke.

() *To super ciekawe zagadnienie.
(B) *Powiedzial zZe mam racje.

2 Zob. Mitkowski 2008, 2010.
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(4) *Spacerowat stuchajgc muzyki.

(56) *Oni na pewno to rozumiq.

(6) *To narzedzie jest bardziej uzyteczne.

(7) *Te piosenke sSpiewata chiopiec.

(8) *Myslat o tym przed i po obiedzie.

9) *Jan kontynuowat dalej.

(10) *Jan szedl po najmniejszej linii oporu.

(11) *W aktach wykazano, ze facet zamieszkiwal wskazany obiekt.

Zdania (1)—(2) powinny zostaé¢ skorygowane pod wzgledem ortogra-
ficznym (ksiqzke, superciekawe), wypowiedzi (3)—(4) wymagaja poprawek
interpunkceyjnych (Powiedziat, Ze...; Spacerowat, stuchajqc...), w realiza-
cjach (5)—(6) nalezy zasugerowaé prawidtowe formy fleksyjne (rozumiejq,
uzyteczniejsze), przyklady (7)—(8) zawieraja bledy sktadniowe (dotyczace
zwiazku glownego — S$piewat chiopiec oraz skrétéow sktadniowych — przed
obiadem i po obiedzie), zdania (9)—(10) — usterki leksykalne (kontynuowat,
szedt po linii najmniejszego oporu), a wypowiedz (11) trzeba by poprawié
pod katem stylistycznym (mezczyzna zamieszkiwat).

LT Basic
s

(O Tekst tymczasowy v

1) Jan czytat ksigrzke.
2) To super ciekawe zagadnienie.
3) Powiedziat ze mam racje.

4) Spacerowat stuchajac muzyki.

7) Te piosenke Spiewata chtopiec.

)
)
)
)
5) Oni na pewno to rozumia.
)
)
8) Myslat o tym przed i po obiedzie.
)

9) Jan kontynuowat dalej.

(
(
(
(
(
(6) To narzedzie jest bardziej uzyteczne.
(
(
(
(10) Jan szedt po najmniejszej linii oporu.
(

11) W aktach wykazano, Ze facet zamieszkiwat wskazany obiekt,

Ryec. 1. Korekta tekstu w aplikacji LanguageTool
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(1) Jan czytat ksiazke.

(2) To super ciekawe zagadnienie.

(3) Powiedzial, Ze mam racje.

(4) Spacerowat) stuchajac muzyki.

(5) Oni na pewno to rozumiejg.

(6) To narzedzie jest bardziej uzyteczne.

(7) Te piosenke $piewatla chtopiec.

(8) Myslat o tym przed i po obiedzie.

(9) Jan kontynuowat.

(10) Jan szed! po linii najmniejszego oporu.
(11) W aktach wykazano, ze facet zamieszkiwat
wskazany obiekt.

Ryc. 2. Korekta tekstu w aplikacji iKorektor

= KOREKTQR TEKSTU Sprawdzanie pisowni

|| 2 C i B &  Arial - A 100% +A

(1) Jan czytat ksigrzke .

(2) To super ciekawe zagadnienie.

(3) Powiedziat ze mam racje.

(4) Spacerowat stuchajgc muzyki.

(5) Oni na pewno to rozumig .

(6) To narzedzie jest bardziej uzyteczne.
(7) Te piosenke spiewata chlopiec.

(8) Myslat o tym przed i po obiedzie.

(9) Jan kontynuowat dalej.

(10) Jan szedt po najmniejszej linii oporu .
(11) W aktach wykazano, ze facet zamieszkiwat wskazany obiekt.

Ryec. 3. Korekta tekstu w aplikacji KorektorTekstu

Analiza powyzszych przykladéw pozwala stwierdzi¢, ze aplikacje te rézni
rodzaj 1 zakres wskazywanych btedéw. Znakomita wiekszo§¢ z nich bardzo
dobrze radzi sobie z rozpoznawaniem razacych usterek ortograficznych,
zob. (1), fleksyjnych, zob. (5), 1 leksykalnych, zob. (9)—(10). Zadowalajace wy-
niki osiagaja one réwniez w korekcie interpunkeyjnej prostych konstrukeji
sktadniowych, zob. (3). Nalezy jednak zauwazy¢, ze narzedzia te nie znajduja,
zastosowania w wypadku bardziej zaawansowanych btedéw ortograficznych,
zob. (2), fleksyjnych, zob. (6), oraz sktadniowych, zob. (8); co ciekawe, nie
wskazuja one takze usterek skladniowych w zakresie zwiazku gltéwnego,
zob. (7). Wynika to zapewne z tego, ze bazuja one na systemach regulowych
zbudowanych silami spotecznoéci lub na rozwiazaniach wykorzystujacych
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automaty skonczone. Takie podej$cie nie sprawdza sie w praktyce dla jezyka
polskiego, tj. systemu silnie fleksyjnego, o zaawansowanej sktadni. Wydaje
sie zatem, ze uzasadnione jest stworzenie lepszego modelu, ktory mogtby
wypelnié te luke.

2. Cel projektu

Gléwnym celem prezentowanego projektu jest opracowanie narzedzia,
ktére dokonywaloby automatycznej, kompleksowej korekty jezykowej tek-
stow jezyka polskiego, tj. wskazywaloby zapisy niepoprawne i podpowia-
dato prawidtowe w zakresie kazdej z kategorii bledéw jezykowych w ujeciu
Andrzeja Markowskiego (2005). Prace badawcze prowadzone sa w latach
2019-2021, a zaprojektowane modele zostang zaimplementowane w postaci
dodatku (wtyczki) do przegladarek Google Chrome i Mozilla Firefox; beda
one dziata¢ réwniez w ramach systemu zarzadzania trescia Wordpress oraz
w aplikacji Microsoft Office 365.

Charakteryzowane badania sq w oczywisty sposob zwiazane z zagad-
nieniem przetwarzania jezyka naturalnego oraz ze zalgorytmizowanym
opisem polszczyzny, zatem pod wieloma wzgledami wpisuja sie w rozwoj
1 potrzeby wspblczesnej lingwistyki komputerowej. Opisywane w punkcie 1.
metody projektowania systeméow GEC byly dotychczas rozwijane przede
wszystkim na gruncie jezykoznawstwa angielskiego 1 to wtasnie w tym
jezyku wykazuja wysoka skutecznos$é. Ich zastosowanie w odniesieniu
do polszczyzny wiaze sie z oczywistg konieczno$cia zmierzenia sie ze spe-
cyfika fleksyjno-sktadniowa tego systemu jezykowego. Prowadzone badania
beda zatem stanowié tez swego rodzaju weryfikacje opracowanych podejsé,
a co za tym idzie réwniez ich modyfikacje 1 rozwiniecie.

3. Metodologia badan

Aplikacja bedaca przedmiotem opisu w niniejszym artykule oparta bedzie
na modelu opartym na metodach glebokiego uczenia, z wykorzystaniem
glebokich sieci neuronowych o architekturze typu transformer?® pracujacych
na zasadzie encoder-decoder.

Jak zostalo juz zasygnalizowane (por. p. 1), w wypadku rozwigzan pro-
jektowanych z wykorzystaniem metod uczenia maszynowego kluczowym
czynnikiem jest wielko$¢ korpusu treningowego — im wiecej danych model

3 Zob. Vaswani, Shazeer, Parmar, Uszkoreit, Jones, Gomez, Kaiser, Polosukhin 2017.
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zanalizowal, tym wyzsza jest jego skuteczno$é¢. Zbudowanie wlasciwego
korpusu (tj. odpowiednio obszernego 1 zréznicowanego) bedzie zatem
stanowié jeden z wazniejszych etapéw planowanych prac badawczych.
Zakladany sposéb gromadzenia danych jezykowych wynika bezposrednio
z przyjetych metod budowania modelu. Uczenie algorytméw stanowiacych
baze dla aplikacji bedzie miato bowiem charakter nadzorowany. Istota tego
procesu wymaga opracowania dwu korpuséw, w sklad ktérych wchodzi¢
beda pary zdan (kazdorazowo rzecz bedzie sprowadzac sie do podania zda-
nia niepoprawnego zawierajacego $cisle scharakteryzowany blad jezykowy
1 zdania poprawnego, tj. takiego, w ktérym przeprowadzona zostata korekta
okreslonego bledu). Upraszczajac, istotq procesu uczenia sie algorytmoéw
bedzie poréwnywanie wygenerowanych zdan skorygowanych przez sieé¢
ze zdaniami poprawnymi zgromadzonymi w korpusie.

Poniewaz zdania btedne musza by¢ zaré6wno odpowiednio poprawione,
jak 1 wlaSciwie opisane (co wymagaloby niezwykle czasochlonnej ingerencji
czlowieka), zdecydowano sie na wykorzystanie metod augmentacji danych,
tj. na wygenerowanie sztucznych danych leksykalnych. W praktyce spro-
wadzac sie to bedzie do zgromadzenia zdan poprawnych (pochodzacych np.
z literatury, polskiej Wikipedii lub innych redagowanych jezykowo zZrddet
internetowych) 1 opracowania regul, na podstawie ktérych bedzie mozna
zaimplementowac do tych wypowiedzi bledy jezykowe. Niezwykle pomocna
w tym procesie bedzie rowniez analiza morfosyntaktyczna; tylko w ten spo-
séb da sie przeprowadzi¢ odpowiednia segmentacje wyrazowa (tokenizacje)
zdan (traktowanie wyrazéw w sposéb fleksyjny, nie: ortograficzny). Do jej
przeprowadzenia planuje sie wykorzystaé analizator morfologiczny Morfeusz.

System automatycznej poprawy bledéw dla jezyka polskiego, majacy
stanowi¢ efekt prac badawczych prowadzonych w ramach omawianego
projektu, bedzie korzystal zaréwno z dokonan uczenia maszynowego, jak
1 z dorobku teoretycznego w zakresie normatywnego opisu wspolczesne;j
polszezyzny. Mozna przypuszczacé, ze prowadzone analizy przyczynia, sie
réwniez do rozwoju badan nad automatycznym przetwarzaniem polszczyzny
oraz beda znaczacym uzupelnieniem prac zmierzajacych do zaprojektowania
skutecznego systemu GEC dla jezyka polskiego.
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